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Abstrak−Tutupan awan merupakan kendala utama pemanfaatan citra satelit optik untuk pemantauan produktivitas padi di wilayah 

tropis, karena awan menurunkan kualitas reflektansi permukaan dan menimbulkan kesalahan pada perhitungan indeks vegetasi. 

Sebagian besar metode deteksi awan masih memakai ambang batas spektral yang sulit membedakan awan dari objek permukaan dengan 

reflektansi serupa. Penelitian ini bertujuan mengembangkan model klasifikasi tutupan awan berbasis Convolutional Neural Network 

(CNN) dengan arsitektur MobileNetV2 pada citra MODIS MOD09GA sebagai tahap pra-pemrosesan sebelum analisis produktivitas 

padi. Data berupa 365 patch citra harian tahun 2024 di Kabupaten Pandeglang, Lebak, dan Serang, Provinsi Banten. Label awal dibuat 

dengan spectral auto-labeling berbasis reflektansi Band 1 dan Band 4. Dataset dibagi dengan rasio 70:15:15 dan diperkuat dengan mild 

augmentation. Pada data uji, model mencapai akurasi 71%, precision 72%, recall 85%, dan F1-score 78% untuk kelas berawan. Nilai 

recall yang tinggi pada kelas Berawan sesuai dengan fungsi model sebagai penyaring citra berawan sebelum analisis deret waktu, bukan 

sebagai segmentasi awan tingkat piksel. Hasil ini menunjukkan bahwa MobileNetV2 berpotensi digunakan sebagai lapisan pra-

pemrosesan otomatis pada sistem pemantauan produktivitas padi berbasis penginderaan jauh. 

Kata Kunci: CNN; Klasifikasi Tutupan Awan; Penginderaan Jauh; MobileNetV2; MODIS MOD09GA 

Abstract−Cloud cover is a major constraint on the use of optical satellite imagery for rice productivity monitoring in tropical regions, 

because it degrades surface reflectance and introduces errors into vegetation index calculations. Most cloud detection methods still rely 

on spectral thresholds, which struggle to separate clouds from surface objects with similar reflectance. This study develops a cloud 

cover classification model based on a Convolutional Neural Network (CNN) with the MobileNetV2 architecture, applied to MODIS 

MOD09GA imagery as a preprocessing stage before rice productivity analysis. The dataset consists of 365 daily image patches from 

2024 covering Pandeglang, Lebak, and Serang Regencies in Banten Province. Initial labels were produced by a rule-based spectral 

auto-labeling method using Band 1 and Band 4 reflectance. The data were split 70:15:15 and enhanced with mild augmentation. On 

the test set, the model achieved an accuracy of 71%, with precision of 72%, recall of 85%, and an F1-score of 78% for the cloudy class. 

The high recall for the cloudy class suits the role of the model as a filter for cloud-contaminated images ahead of time-series analysis, 

rather than as a pixel-level cloud segmentation tool. These findings indicate that the lightweight MobileNetV2 architecture has potential 

as an automated preprocessing layer in remote sensing-based rice productivity monitoring. 

 

Keywords: CNN; Cloud Cover Classification; Remote Sensing; MobileNetV2; MODIS MOD09GA 

1. PENDAHULUAN  

Ketahanan pangan nasional sangat dipengaruhi oleh kemampuan suatu negara dalam menjaga stabilitas produksi, 

distribusi, dan ketersediaan komoditas pangan strategis secara berkelanjutan [1], [2]. Di Indonesia, padi berperan penting 

karena beras masih menjadi pangan pokok dan memengaruhi stabilitas sosial-ekonomi [3], [4]. Pemantauan produktivitas 

padi karenanya diperlukan untuk perencanaan produksi, pengendalian cadangan pangan, dan mitigasi risiko penurunan 

hasil panen [1], terlebih ketika perubahan iklim, anomali curah hujan, dan pergeseran pola tanam mengganggu kestabilan 

produksi [5]. Provinsi Banten masih berkontribusi penting terhadap produksi padi regional [6]. Pada tahun 2024, luas 

panen padi di provinsi ini mencapai 299.090,79 hektar dengan produksi 1.550.623,46 ton gabah kering giling [7]. 

Kabupaten Pandeglang, Lebak, dan Serang menonjol dalam produksi padi, dan karakteristik agroklimat tropisnya 

menuntut pemantauan yang periodik, efisien, serta mampu menangkap perubahan lahan secara spasial maupun temporal 

[8]. 

Penginderaan jauh dengan satelit optik telah menjadi instrumen utama untuk mengekstrak informasi fenologi padi 

secara luas dan periodik [9], [10]. Di wilayah tropis seperti Indonesia, penerapannya terkendala tingginya tutupan awan 

sepanjang tahun [11], [12]. Awan tebal maupun tipis (cirrus) menghalangi radiasi matahari sehingga sensor gagal 

merekam reflektansi permukaan vegetasi [13], [14], dan citra yang terkontaminasi awan menurunkan kualitas analisis 

pertanian lanjutan bila tidak disaring lebih dulu [13], [15]. Dampaknya terasa pada indeks vegetasi seperti Normalized 

Difference Vegetation Index (NDVI) dan Enhanced Vegetation Index (EVI) yang menjadi dasar estimasi produktivitas 

padi [16]. Awan tipis yang lolos penyaringan meningkatkan reflektansi kanal merah (red band) [17] dan menekan nilai 

indeks hingga mendekati nol [18], [19]. Penurunan semu (pseudo-drop) pada kurva deret waktu ini dapat disalahartikan 
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sebagai gagal panen (puso), serangan wereng, atau kekeringan, padahal penyebabnya adalah kegagalan penyaringan awan 

pada tahap pra-pemrosesan [19], [20], [21], [22]. 

Pemilihan satelit juga menentukan keberhasilan pemantauan dinamika tanam padi yang cepat [23], [24]. Landsat-

8 (30 m) dan Sentinel-2 (10 m) memberi detail spasial yang tajam, tetapi hanya mengunjungi lokasi yang sama setiap 9 

hingga 16 hari [24], [25]. Di wilayah dengan awan harian yang cepat berubah seperti Banten, jeda tersebut berisiko 

melewatkan fase kritis, misalnya fase vegetatif awal saat kanopi belum menutup tanah [26], [27]. Karena itu, produk 

MODIS MOD09GA beresolusi harian lebih sesuai untuk pemantauan frekuensi tinggi (high-frequency monitoring) [28], 

[29]. Konsekuensinya, resolusi spasial 500 m rentan terhadap piksel campuran (mixed pixels), ketika reflektansi padi 

bercampur dengan tanah terbuka, air irigasi, atau fragmen awan kecil [30], [31]. 

Metode deteksi awan konvensional seperti Fmask dan ambang batas spektral (spectral thresholding) bergantung 

pada aturan kaku berbasis nilai pantulan kanal tertentu [32] dan kurang andal pada atmosfer tropis serta variasi siklus 

panen. Lahan pasca-panen berupa tanah terbuka (bare soil) atau bero memantulkan kuat pada panjang gelombang tampak 

[33], [34], [35], sehingga mirip dengan awan tingkat rendah dan menimbulkan kebingungan spektral (spectral confusion) 

[36]. Akibatnya, tanah pertanian yang bersih sering salah diklasifikasikan sebagai berawan, sehingga data pengamatan 

harian terbuang dan deret waktu berlubang [37]. 

Convolutional Neural Network (CNN) mengekstrak fitur spasial dan tekstur secara hierarkis tanpa perancangan 

fitur manual, tetapi pelatihan dari nol memerlukan banyak data berlabel dan rawan overfitting pada data terbatas [38], 

[39], [40]. Penelitian ini menerapkan transfer learning dengan MobileNetV2 pra-terlatih dan custom classifier head yang 

ringkas [41], [42], [43], dipadukan dengan spectral auto-labeling berbasis aturan ambang batas untuk pelabelan otomatis 

dan mild augmentation untuk memperkaya variasi sampel [44], [45]. Sebagian besar penelitian deteksi awan berfokus 

pada citra beresolusi tinggi seperti Landsat dan Sentinel, sedangkan klasifikasi awan pada citra MODIS untuk pemantauan 

pertanian harian di wilayah tropis masih terbatas. Kebingungan spektral antara awan tipis dan lahan terbuka pasca-panen 

juga belum banyak dievaluasi pada pendekatan deep learning ringan berbasis transfer learning. 

Penelitian ini bertujuan mengimplementasikan dan mengevaluasi arsitektur MobileNetV2 untuk klasifikasi 

tutupan awan biner ("Cerah" dan "Berawan") pada citra MODIS harian tahun 2024 di Kabupaten Pandeglang, Lebak, dan 

Serang, Provinsi Banten. Kontribusi utamanya adalah pengujian model konvolusi ringan untuk penyaringan data harian 

secara otomatis, sekaligus identifikasi batas kemampuan model dalam membedakan tanah terbuka pasca-panen pada 

resolusi 500 m. Hasilnya diharapkan menjadi lapisan pra-pemrosesan (preprocessing layer) yang andal untuk mendukung 

pemantauan produktivitas padi regional. 

2. METODOLOGI PENELITIAN 

2.1 Tahapan Penelitian  

Penelitian ini menggunakan pendekatan komputasional-eksperimental untuk mengembangkan model klasifikasi tutupan 

awan pada citra MODIS berbasis Convolutional Neural Network (CNN). Fokusnya bukan estimasi produktivitas padi 

secara langsung, melainkan pembangunan tahap pra-pemrosesan yang menyaring citra berawan sebelum analisis indeks 

vegetasi. Tahapan penelitian meliputi penentuan wilayah studi, akuisisi citra, pra-pemrosesan, pelabelan otomatis berbasis 

karakteristik spektral, pembagian dataset, pelatihan MobileNetV2, dan evaluasi kinerja, seperti disajikan pada Gambar 

1. 

 

Gambar 1. Diagram Alir Metodologi Penelitian 

2.2 Wilayah Studi dan Sumber Data  

Di Asia Tenggara yang lembap, musim hujan dan awan persisten sangat mengganggu citra optik sehingga dikembangkan 

pendekatan khusus seperti fusi data dan integrasi SAR-optik [46]. Wilayah studi ditetapkan pada sentra padi di Kabupaten 

Pandeglang, Lebak, dan Serang, Provinsi Banten, pada koordinat 105°1'11" BT - 106°7'12" BT dan 5°7'50" LS - 7°1'11" 

LS. Wilayah ini dipilih karena aktivitas pertanian padinya dominan, berada di lingkungan tropis yang rentan terhadap 

tutupan awan, dan mudah dijangkau peneliti (geographic proximity) sehingga memungkinkan observasi lapangan secara 

periodik untuk validasi independen. 
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Data utama adalah citra MODIS produk MOD09GA yang menyediakan reflektansi permukaan harian. Keluarga 

produk reflektansi permukaan MOD09 dimanfaatkan untuk membangun deret waktu indeks vegetasi dan mengekstrak 

dinamika pertumbuhan padi di wilayah tropis [47], dan resolusi temporalnya yang tinggi sesuai untuk pemantauan 

periodik. Data diakses melalui Google Earth Engine (GEE) dengan menetapkan region of interest (ROI) pada wilayah 

studi. GEE banyak digunakan untuk pemetaan tanaman dan padi karena memudahkan akses dan pemrosesan deret waktu 

citra skala besar [48], [49], [50]. Karena MOD09GA bersifat harian [51], setiap tanggal pada periode 1 Januari sampai 

31 Desember 2024 menjadi satu unit observasi [52], sehingga terbentuk 365 patch citra tanpa pengunduhan manual satu 

per satu [51], [53]. Resolusi harian ini penting karena tutupan awan tropis dapat berubah dalam waktu singkat dan 

memengaruhi kontinuitas deret waktu [52], [54]. 

2.3 Pra-pemrosesan Citra MODIS  

Pra-pemrosesan citra MOD09GA Versi 6.1 meliputi pemotongan citra berdasarkan ROI, penanganan nilai kosong (null 

values), dan normalisasi reflektansi. Citra harian diproses satu per satu sehingga diperoleh satu patch untuk setiap tanggal 

pengamatan. Normalisasi mengonversi nilai digital (Digital Number/DN) menjadi surface reflectance dengan faktor skala 

resmi USGS/NASA pada kanal merah (sur_refl_b01), hijau (sur_refl_b04), dan biru (sur_refl_b03), melalui persamaan 

berikut: 

 

𝑠𝑢𝑟_𝑟𝑒𝑓𝑙 =
𝐷𝑖𝑔𝑖𝑡𝑎𝑙 𝑁𝑢𝑚𝑏𝑒𝑟

10000
  (1) 

 

Hasilnya berada pada skala fisis 0 sampai 1 yang valid untuk analisis berbasis ambang batas (thresholding). Citra 

kemudian disiapkan sebagai patch berukuran seragam 128 × 128 piksel untuk masukan CNN, ukuran yang menghemat 

waktu pelatihan (training time) namun masih cukup kaya akan informasi spasial dan tekstur lokal. 

2.4 Pelabelan Otomatis Berbasis Spectral Auto-Labeling dan Validasi Ekspertis  

Pelabelan memakai pendekatan spectral auto-labeling, yaitu pembentukan label awal secara otomatis dari karakteristik 

reflektansi kanal tampak. Karena dibentuk secara algoritmik dengan aturan ambang batas, label ini didefinisikan sebagai 

"pseudo-label reference", bukan label referensi absolut atau ground truth. Label dihitung dari rata-rata reflektansi Band 

1 (kanal merah, b01) dan Band 4 (kanal hijau, b04) sebagai indikator awal keberadaan awan, dengan persamaan berikut: 

 

𝐴𝑣𝑔𝑅𝑒𝑓𝑙 =
𝑠𝑢𝑟_𝑟𝑒𝑓𝑙𝑏01+𝑠𝑢𝑟_𝑟𝑒𝑓𝑙 𝑏04

2
                  (2) 

Pembagi pada Persamaan (2) menyesuaikan faktor skala MOD09GA sebesar 0,0001 serta pembagian dengan 2 

untuk memperoleh rata-rata dua kanal [55]. Ambang batas empiris 0,25 ditetapkan melalui eksplorasi awal distribusi 

reflektansi sampel citra dan mengacu pada karakteristik spektral awan yang lebih reflektif daripada vegetasi dan lahan 

pertanian. Kanopi padi menyerap kuat pada spektrum tampak sehingga reflektansinya di bawah 0,15, sedangkan awan 

umumnya melebihi 0,25 pada kanal Red dan Green [56]. Apabila lebih dari 20% area ROI memiliki reflektansi di atas 

ambang tersebut, citra dilabeli "Berawan" (1), dan sebaliknya dilabeli "Cerah" (0). Pendekatan berbasis sinyal spektral 

ini lebih presisi daripada data klimatologi beresolusi rendah [57].  

Untuk menguji apakah model menangkap karakteristik spasial awan di luar ambang spektral pembentuk pseudo-

label, dilakukan validasi independen pada 11 dari 55 patch data uji (20%) yang dipilih secara representatif untuk setiap 

bulan. Setiap patch dibandingkan dengan interpretasi visual ahli penginderaan jauh (expert visual inspection) dan status 

awan pada lapisan State QA (state_1km) MOD09GA Collection 6.1, khususnya cloud-state bits (bit 0-1). Hasilnya 

menjadi referensi independen untuk menilai kesesuaian pseudo-label, prediksi MobileNetV2, dan kondisi awan visual, 

serta menafsirkan sumber false positive dan false negative. 

2.5 Pembagian Dataset, Augmentasi, dan Strategi Anti-Leakage 

Citra MOD09GA diakuisisi harian sepanjang 2024 (365 hari) untuk menangkap variasi musim hujan dan kemarau serta 

fase pertumbuhan padi di Provinsi Banten. Ekstraksi area pertanian daratan menghasilkan 365 patch citra berukuran 128 

× 128 piksel sebagai dataset final. Dataset berlabel dibagi menjadi data pelatihan, validasi, dan pengujian dengan 

stratified sampling agar proporsi pseudo-label terjaga pada setiap subset. Pembagian dikunci dengan random state 42 

pada rasio 70:15:15, menghasilkan 255 patch pelatihan, 55 patch validasi, dan 55 patch pengujian. Karena setiap tanggal 

pengamatan diwakili satu patch, tidak ada duplikasi tanggal antar-subset. 

Mild augmentation diterapkan hanya pada data pelatihan, berupa rotasi acak 0 sampai 15 derajat, pergeseran 

lebar/tinggi (width/height shift) maksimal 5%, dan pencerminan horizontal (horizontal flip). Pembatasan ini menjaga 

tekstur awan tipis dan nilai fisis reflektansi piksel MODIS. Model usulan dibandingkan dengan dua baseline, yaitu (1) 

direct spectral thresholding dan (2) MobileNetV2 standar tanpa augmentasi. Untuk menghindari bias evaluasi sirkular 

(circular evaluation), baseline pertama dirancang berbeda dari aturan pseudo-label, yakni ambang tunggal pada kanal 

merah (Band 1 > 0,25) di tingkat piksel tanpa syarat akumulasi 20% area ROI, sehingga menguji seberapa jauh aturan 

spektral murni gagal menangkap konteks spasial dibandingkan CNN. 
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Distribusi kelas pada setiap subset disajikan pada Tabel 1. Dataset tidak seimbang (imbalanced), dengan kelas 

Berawan 218 patch (59,7%) dan kelas Cerah 147 patch (40,3%). Stratified sampling hanya menjaga konsistensi proporsi 

antar-subset dan tidak menyeimbangkan jumlah sampel, sehingga bias kelas mayoritas perlu diperhatikan dalam 

menafsirkan metrik performa akhir. 

Tabel 1. Distribusi Dataset Penelitian 

Jenis Data Cerah (0) Berawan (1) Total 

Data pelatihan 103 patch 152  patch 255  patch 

Data validasi 22  patch 33  patch 55  patch 

Data pengujian 22  patch 33  patch 55  patch 

Total 147  patch 218  patch 365  patch 

2.6 Arsitektur CNN MobileNetV2  

MobileNetV2 dipilih karena ringan dan efisien untuk pengolahan citra satelit [58]. Arsitektur ini memakai inverted 

residuals dan linear bottlenecks yang mempertahankan fitur penting dengan parameter lebih sedikit dibandingkan CNN 

konvensional [59]. Model digunakan untuk klasifikasi biner citra cerah dan berawan. Lapisan ekstraksi fitur mengenali 

pola spasial awan seperti tekstur, distribusi warna, ketebalan visual, dan batas tepi, sedangkan keluaran berupa 

probabilitas kelas dikonversi menjadi label cerah (0) atau berawan (1)  [60].  

Alur dimensi dan fungsi setiap lapisan disajikan pada Tabel 2. Bobot pra-terlatih ImageNet digunakan dan seluruh 

lapisan basis dibekukan (trainable = False), sehingga hanya lapisan klasifikasi baru yang dilatih. Masukan berukuran 

128 × 128 × 3 direduksi dengan faktor 32 menjadi tensor 4 × 4 × 1280, lalu Global Average Pooling (GAP) menghasilkan 

vektor 1280 elemen. Lapisan Dropout sebesar 40% (0,4) mengurangi risiko overfitting akibat variasi objek atmosfer tropis 

sebelum Dense Layer dengan satu output node dan aktivasi Sigmoid. 

Tabel 2. Konfigurasi dan Alur Dimensi Lapisan Model MobileNetV2 Kustom 

Nama Lapisan 

(Layer) 

Tipe / Fungsi 

Komputasi 

Ukuran Output 

(Output Shape) 

Detail Parameter & Aktivasi 

Input_Layer Matriks Citra Input 

MODIS 
128  128  3 Representasi kanal warna tampak Red, Green, Blue 

(RGB). 

Feature_Extractor Inverted Residual & 

Bottleneck 
4  4  1280 Menggunakan lapisan basis MobileNetV2 yang 

dibekukan (Trainable=False). 

Pooling_Layer Global Average 

Pooling 2D 

1280 Mereduksi dimensi spasial 4  4 ) menjadi nilai rata-

rata skalar per kanal untuk mencegah overfitting. 

Dropout_Layer Regularisasi 

Penurunan 

(Dropout) 

1280 Menyuntikkan rasio pembatasan sebesar 40% (0,4) 

untuk memitigasi risiko model menghafal data. 

Dense_Layer 

(Output) 

Fully Connected 

Layer + Sigmoid 

1 Mengonversi fitur menjadi nilai probabilitas tunggal 

menggunakan fungsi aktivasi Sigmoid untuk 

klasifikasi biner. 

Penjelasan: 

a. Input Layer: Berfungsi menerima masukan potongan (patch) citra hasil pra-pemrosesan dengan ukuran yang telah 

diseragamkan, yaitu berdimensi piksel 128  128  3. Ukuran ini dipilih karena ideal dalam menghemat beban 

komputasi waktu pelatihan tetapi masih cukup kaya akan informasi spasial dan tekstur lokal. 

b. Feature Extractor: Lapisan ekstraksi fitur pada MobileNetV2 digunakan untuk mengenali pola spasial awan, seperti 

tekstur, distribusi warna, ketebalan visual, dan batas tepi. Pendekatan transfer learning dilakukan menggunakan bobot 

pra-terlatih (pre-trained weights) dari ImageNet , di mana seluruh lapisan basis (base network) dibekukan (trainable 

= False) guna mempertahankan kemampuan ekstraksi fitur spasial sekunder yang telah optimal. Secara dimensional, 

masukan citra mengalami reduksi spasial berfaktor 32 hingga menghasilkan tensor akhir berukuran 4  4  1280. 

c. Pooling Layer: Menggunakan Global Average Pooling 2D (GAP) yang bertugas meratakan dimensi spasial tensor 4 

 4 dengan mengekstrak nilai rata-rata skalar dari masing-masing 1280 kanal spektral. Penerapan GAP ini 

menghasilkan vektor satu dimensi berukuran 1280 yang efektif meminimalkan jumlah parameter latensi. 

d. Dense Layer & Dropout Rate: Sebelum dialirkan menuju bagian akhir, vektor fitur disuntikkan regularisasi berupa 

lapisan Dropout dengan rasio pembatasan (dropout rate) sebesar 40% (0,4). Langkah ini krusial untuk memitigasi 

risiko model menghafal data secara instan (overfitting) akibat variasi objek atmosfer tropis yang kompleks. Vektor 

tersebut selanjutnya diteruskan ke Dense Layer (lapisan terhubung penuh) kustom dengan 1 unit luaran (output node).  

2.7 Konfigurasi Hiperparameter  

Eksperimen dijalankan di Google Colaboratory dengan GPU NVIDIA Tesla T4, menggunakan TensorFlow-Keras dan 

Python. Pendekatan transfer learning memakai bobot pra-terlatih ImageNet dengan lapisan basis dibekukan, sehingga 

pembaruan bobot hanya terjadi pada lapisan klasifikasi kustom (top layers). Fungsi kerugian yang digunakan adalah 
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Binary Crossentropy, dioptimalkan dengan Adam pada learning rate konservatif 0,0005 agar pergeseran bobot berjalan 

gradual. Pelatihan memakai batch size 32 dengan maksimum 35 epoch dan Early Stopping (patience 10 epoch pada 

validation loss), sehingga jumlah epoch aktual dapat lebih rendah dari batas maksimum. Seluruh konfigurasi dirangkum 

pada Tabel 3.   

Tabel 3. Konfigurasi Hiperparameter Model CNN 

No Nama Hiperparameter Konfigurasi / Nilai 

1. Arsitektur Dasar (Base Model) MobileNetV2 (Pre-trained ImageNet) 

2. Dimensi Piksel Input 128  128  3 

3. Lapisan Pembeku (Weight Freezing) Base Model (Trainable=False) 

4. Fungsi Aktivasi Output Sigmoid (Klasifikasi Biner) 

5. Fungsi Kerugian (Loss Function) Binary Crossentropy 

6. Algoritma Optimasi (Optimizer) Adam Optimizer 

7. Laju Pembelajaran (Learning Rate) 0.0005 

8.  Ukuran Batch (Batch Size) 32 patch 

9. Jumlah Iterasi Maksimum (Epochs) 35 (dengan Early Stopping) 

10. Regularisasi Penurunan (Dropout Rate) 0,4 (40%) 

11. Pemantauan Early Stopping Patience = 10 epoch 

2.8 Evaluasi Kinerja Model  

Kinerja model dievaluasi dengan Confusion Matrix yang membandingkan pseudo-label reference hasil spectral auto-

labeling dengan prediksi CNN. Dengan kelas Berawan (Label 1) sebagai target positif, empat elemennya adalah True 

Positive (TP, berawan diprediksi berawan), True Negative (TN, cerah diprediksi cerah), False Positive (FP, cerah 

diprediksi berawan, Error Type I), dan False Negative (FN, berawan diprediksi cerah, Error Type II). Dari keempat 

elemen tersebut dihitung accuracy, precision, recall, dan F1-score pada Persamaan (3) sampai (6): 

a. Akurasi (Accuracy) 

Akurasi merupakan proporsi total prediksi benar (baik positif maupun negatif) yang dihasilkan oleh model dari 

keseluruhan dataset pengujian. Nilai akurasi memberikan gambaran umum mengenai performa model secara 

menyeluruh melalui Persamaan berikut: 

𝐴𝑐𝑐𝑢𝑟𝑎𝑐𝑦 =
𝑇𝑃+𝑇𝑁

𝑇𝑃+𝑇𝑁+𝐹𝑃+𝐹𝑁
  ) 

b. Presisi (Precision) 

Presisi mengukur tingkat ketepatan antara jumlah kelas yang diprediksi positif secara benar oleh model dengan total 

seluruh hasil yang diprediksi positif (baik benar maupun salah). Metrik ini penting untuk mengetahui sejauh mana 

model dapat meminimalkan kesalahan deteksi (false alarm) pada objek tutupan awan, dirumuskan melalui Persamaan 

berikut: 

𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 =
𝑇𝑃

𝑇𝑃+𝐹𝑃
  

  (4) 

c. Recall (Sensitivitas) 

Recall atau sensitivitas mengukur kemampuan model dalam menyaring dan mengenali kembali seluruh sampel yang 

secara aktual termasuk dalam kategori positif. Dalam konteks penelitian ini, recall merepresentasikan seberapa baik 

MobileNetV2 menemukan seluruh hari berawan yang ada pada data pengujian, dihitung melalui Persamaan berikut: 

𝑅𝑒𝑐𝑎𝑙𝑙 =
𝑇𝑃

𝑇𝑃+𝐹𝑁
  (5) 

d. F1-Score 

F1-Score merupakan nilai rata-rata harmonik (harmonic mean) yang mengombinasikan metrik presisi dan recall. 

Metrik ini digunakan sebagai indikator performa tunggal yang seimbang, terutama ketika dataset memiliki 

kecenderungan distribusi kelas yang tidak sepenuhnya seimbang (imbalanced data). Formulasi F1-Score dinyatakan 

melalui Persamaan berikut: 

 

𝐹1 − 𝑆𝑐𝑜𝑟𝑒 = 2 ×
𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛×𝑅𝑒𝑐𝑎𝑙𝑙

𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛+𝑅𝑒𝑐𝑎𝑙𝑙
  (6) 

Recall menggambarkan seberapa banyak hari berawan yang berhasil ditemukan model, sedangkan F1-score adalah 

rata-rata harmonik precision dan recall yang berguna untuk data tidak seimbang. Seluruh metrik dihitung pada data uji 

independen untuk menghindari kontaminasi data (data leakage). 

3. HASIL DAN PEMBAHASAN 

Bagian ini memaparkan hasil pelatihan, evaluasi pada data uji independen, validasi ekspertis, perbandingan dengan 

baseline dan literatur, serta pembahasan implikasi karakteristik dataset terhadap prediksi model. 
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3.1 Analisis Proses Pelatihan dan Konvergensi Model (Training and Validation) 

Pelatihan MobileNetV2 dengan mild augmentation berjalan selama 14 epoch (indeks 0 sampai 13). Pergerakan akurasi 

dan loss disajikan pada Gambar 2. 

 

Gambar 2. Grafik Metrik Performa Proses Pelatihan Model (Mild Augmentation) 

Kurva training accuracy naik konsisten dari 0,63 pada epoch pertama hingga 0,80 pada epoch akhir, diikuti 

penurunan training loss bertahap dari 0,65 menjadi 0,42 tanpa lonjakan ekstrem, yang menandakan optimizer 

menyesuaikan bobot secara efektif. Validation accuracy dimulai pada 0,80, sedikit turun pada epoch 1 (0,76), mencapai 

puncak 0,83 pada epoch 3 sampai 6, lalu stabil dan ditutup pada 82,00%. Validation loss turun ke sekitar 0,37 pada epoch 

3 dan mendatar pada kisaran 0,38 hingga 0,40. Kurva validation loss yang berhimpitan dan sesekali berada di bawah 

training loss mengindikasikan bahwa mild augmentation cukup efektif menekan overfitting, sehingga model memiliki 

kemampuan generalisasi yang cukup baik sebelum diuji pada data independen. 

3.2 Evaluasi Performa Model Menggunakan Data Pengujian (Testing Data)  

Pengujian independen menggunakan 55 patch data uji, yaitu 22 patch berlabel referensi "Cerah" (Label 0) dan 33 patch 

berlabel referensi "Berawan" (Label 1). 

3.2.1 Analisis Distribusi Prediksi Melalui Confusion Matrix 

Visualisasi Confusion Matrix untuk membedah ketepatan deteksi biner tutupan awan MODIS pada murni daratan di 3 

Kabupaten Banten disajikan pada Gambar 4. 

 

Gambar 3 Confusion Matrix Klasifikasi Tutupan Awan MODIS Riil 

Distribusi prediksi pada data uji disajikan pada Tabel 4, dengan kelas Berawan (Label 1) sebagai target positif. 

Tabel 4 Confusion Matrix Hasil Pengujian Klasifikasi Tutupan Awan MODIS 

 Prediksi Cerah (Label 0) Prediksi Berawan (Label 1) Total Aktual Data 

Aktual Cerah (Label 0) 11 (True Negative / TN) 11 (False Positive / FP) 22 patch 

Aktual Berawan (Label 1) 5 (False Negative / FN) 28 (True Positive / TP) 33 patch 

Total Prediksi Sistem 16 patch 39 patch 55 patch 
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Model mengidentifikasi 28 citra berawan dengan benar (True Positive) dan 11 citra cerah dengan benar (True Negative). 

Terdapat 11 citra cerah yang keliru diklasifikasikan sebagai berawan (False Positive, Error Type I) dan 5 citra berawan 

yang lolos sebagai cerah (False Negative, Error Type II). Hasil ini menunjukkan potensi model dalam menyaring 

gangguan atmosfer tebal regional. 

3.2.2 Perhitungan Parameter Metrik Classification Report 

Metrik yang dihitung dari Confusion Matrix disajikan pada Tabel 5.  

Tabel 5 Metrik Performa Klasifikasi Model Hasil Pengujian Akhir 

 

 

 

Model lebih baik 

mengenali awan daripada kondisi bebas awan: recall kelas Berawan mencapai 85%, sedangkan kelas Cerah hanya 50%. 

Hal ini mengindikasikan bahwa model masih kesulitan membedakan awan tipis dari objek permukaan berreflektansi 

tinggi seperti lahan terbuka pasca-panen, tanah kering, dan area permukiman. Karakteristik spektral dan spasial wilayah 

tropis serta resolusi spasial 500 m pada citra MODIS menjadi tantangan tersendiri bagi klasifikasi awan. 

3.2.3 Hasil Validasi Ekspertis dan MODIS Quality Assurance (QA) 

Validasi independen dilakukan pada 11 patch yang mewakili sebaran bulanan (20% dari 55 data uji) dengan expert visual 

inspection oleh ahli penginderaan jauh dan lapisan State QA (state_1km) MOD09GA Collection 6.1 berbasis cloud-state 

bits (bit 0-1). Sebuah patch dinyatakan valid bila bukti visual ahli dan status QA konsisten. Jika terdapat perbedaan minor, 

interpretasi visual ahli menjadi rujukan utama (primary arbiter) dengan mempertimbangkan tekstur spasial lokal, karena 

State QA pada layer state_1km dapat mengalami omission error pada awan tipis. Hasil audit per sampel disajikan pada 

Tabel 6.  

Tabel 6 Audit Validasi Per-Sampel pada 11 Patch Data Pengujian Independen 

No. Patch Tanggal Akuisisi (2024) Prediksi Model Interpretasi 

Ekspertis 

MODIS QA 

Status 

Kesesuaian 

(Agreement) 

1 12 Januari Berawan Berawan Berawan Sesuai 

2 25 Februari Cerah Cerah Cerah Sesuai 

3 14 Maret Berawan Berawan Berawan Sesuai 

4 02 April Cerah Cerah Cerah Sesuai 

5 18 Mei Berawan Berawan Berawan Sesuai 

6 10 Juni Cerah Cerah Cerah Sesuai 

7 15 Juli Berawan Berawan Berawan Sesuai 

8 22 Agustus Cerah Cerah Cerah Sesuai 

9 09 September Berawan Berawan Berawan Sesuai 

10 19 Oktober  Berawan Berawan Berawan Sesuai 

11 12 November Berawan Cerah Cerah Tidak Sesuai 

Sebanyak 10 dari 11 patch (90,9%) sesuai dengan rujukan akhir. Satu ketidaksesuaian terjadi pada patch 12 

November, ketika lahan terbuka pasca-panen yang sangat terik salah diklasifikasikan sebagai berawan akibat spectral 

confusion. Tingkat kesesuaian ini tinggi, tetapi sampel validasinya terbatas sehingga masih memerlukan pengujian pada 

skala temporal yang lebih luas. 

3.2.4 Perbandingan Performa Model Usulan terhadap Skenario Baseline 

Kontribusi MobileNetV2 dan mild augmentation diuji terhadap dua skenario baseline, yaitu Direct Spectral Thresholding 

murni dan MobileNetV2 standar tanpa augmentasi (Tabel 7). 

Tabel 7 Perbandingan Metrik Performa Model Usulan terhadap Skenario Baseline 

Metode / Skenario Pengujian Akurasi Global 

(%) 

Precision 

(Berawan) 

Recall 

(Berawan) 

F1-Score 

(Berawan) 

Direct Spectral Thresholding 63,6% 0,65 0,76 0,70 

MobileNetV2 Tanpa Augmentasi 67,3% 0,70 0,79 0,74 

MobileNetV2 + Mild Augmentation 

(Usulan) 

71,0% 0,72 0,85 0,78 

Direct Spectral Thresholding hanya mencapai akurasi global 63,6% karena mengabaikan konteks ketetanggaan 

spasial (spatial neighborhood), sehingga sering salah mengklasifikasikan tanah terbuka terik sebagai awan atau 

Kategori Cuaca Precision Recall F1-score Support (Data Uji) 

Label referensi Cerah (Label 0) 0,69 0,50 0,58 22 

Label referensi Berawan (Label 1) 0,72 0,85 0,78 33 

Akurasi Global    0,71 55 

Macro Average 0,70 0,67 0,68 55 

Weighted Average 0,71 0,71 0,70 55 
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sebaliknya. Konfigurasi baseline ini berbeda dari aturan pembentukan pseudo-label, sehingga risiko evaluasi sirkular 

berkurang. MobileNetV2 tanpa augmentasi meningkatkan akurasi menjadi 67,3% melalui ekstraksi fitur spasial hierarkis, 

dan penambahan mild augmentation pada model usulan menaikkan akurasi global menjadi 71,0% dengan recall kelas 

Berawan 85,0%. Hasil ini menunjukkan bahwa ekstraksi fitur CNN yang diperkuat augmentasi ringan lebih mampu 

menangani spectral confusion pada dataset penelitian ini. 

3.3 Analisis Fisis Reflektansi Permukaan Lahan Banten  

Recall kelas Cerah yang hanya 0,50 berarti separuh citra bebas awan salah diklasifikasikan sebagai Berawan (false 

positive), dan hal ini berkaitan dengan karakteristik reflektansi permukaan di Banten. Lahan padi di Kabupaten 

Pandeglang, Lebak, dan Serang tidak selalu berupa vegetasi hijau homogen sepanjang 2024: siklus tanam menghasilkan 

fase lahan terbuka pasca-panen (bare soil atau bero) dan lahan kering bersiap tanam. Tanah kering yang terpapar radiasi 

matahari dan atap seng di permukiman perdesaan memantulkan kuat pada Band 1 dan Band 4, sering melampaui ambang 

0,25, sehingga meniru reflektansi awan tipis cirrus atau awan rendah (spectral confusion). Masalah ini diperparah oleh 

resolusi 500 m: satu piksel mencakup 250.000 m² yang kerap memuat campuran padi, air irigasi, tanah terbuka, dan 

fragmen awan kecil (mixed pixels). Piksel campuran mengurangi kontras tepi pada patch 128 × 128 dan mengaburkan 

gradien intensitas piksel tetangga, sehingga kemampuan diskriminasi lapisan konvolusi menurun dan false positive kelas 

Cerah meningkat. 

Dalam fungsi model sebagai lapisan pra-pemrosesan, 11 false positive dan 5 false negative membawa implikasi 

yang berbeda. False positive (11 citra cerah dianggap berawan) mengurangi ketersediaan data harian karena citra daratan 

yang bersih ikut terbuang. Bagi analisis deret waktu, hal ini menimbulkan kekosongan data (data gaps) yang panjang dan 

merugikan pelacakan fase vegetatif awal, saat kanopi belum menutup tanah dan data harian dibutuhkan untuk menentukan 

tanggal mulai tanam secara presisi. False negative (5 citra berawan lolos sebagai cerah) berdampak lebih serius karena 

kontaminasi awan tipis masuk ke perhitungan NDVI atau EVI. Reflektansi merah yang tinggi menekan nilai indeks hingga 

mendekati nol, dan penurunan semu ini dapat dibaca sebagai gagal panen (puso), serangan wereng, atau kekeringan. 

Pengguna perlu mengantisipasi bias estimasi pada fase pertumbuhan padi akibat kedua jenis kesalahan tersebut. 

3.4 Implikasi Praktis Parameter False Positive (FP) dan False Negative (FN)  

Kemunculan error klasifikasi berupa 11 sampel False Positive (FP) dan 5 sampel False Negative (FN) pada subset data 

pengujian independen membawa implikasi praktis yang signifikan apabila dikaitkan dengan fungsi model sebagai lapisan 

pra-pemrosesan (preprocessing layer) untuk purifikasi data indeks vegetasi pertanian. Dampak langsung dari tingginya 

parameter False Positive (11 patch cerah dianggap berawan) adalah terjadinya reduksi ketersediaan data pengamatan 

harian (data availability). Sistem penyaringan otomatis yang terlalu sensitif akan membuang citra daratan murni yang 

sebenarnya bersih bebas awan hanya karena area daratan tersebut memantulkan nilai spektral yang terlalu terik. Bagi 

analisis deret waktu (time-series) pertanian, hilangnya citra potensial ini akan menimbulkan kekosongan data (data gaps) 

yang panjang. Kondisi ini merugikan pelacakan fase kritis vegetatif awal padi, di mana kanopi tanaman belum menutup 

tanah secara sempurna dan data harian sangat dibutuhkan untuk mendeteksi tanggal mulai tanam secara presisi. 

Di sisi lain, kehadiran False Negative (5 patch berawan lolos sebagai cerah) membawa konsekuensi ilmiah yang 

jauh lebih fatal bagi pemodelan produktivitas padi lanjutan. Sebanyak 5 citra yang mengandung kontaminasi awan tipis 

gagal disaring oleh model MobileNetV2 dan masuk ke tahap kalkulasi indeks vegetasi seperti Normalized Difference 

Vegetation Index (NDVI) atau Enhanced Vegetation Index (EVI). Secara matematis, tingginya nilai reflektansi kanal 

merah akibat pantulan awan tebal maupun tipis akan menekan nilai indeks vegetasi secara drastis hingga mendekati nilai 

nol. Penurunan nilai indeks vegetasi semu (pseudo-drop) pada kurva pertumbuhan ini akan memicu kesalahan interpretasi 

pada algoritma pengambil keputusan. Sistem pemantauan pertanian dapat salah membaca anomali penurunan nilai 

tersebut sebagai indikasi gagal panen (puso), serangan hama wereng, atau bencana kekeringan fisis pada tanaman padi 

riil di lapangan, padahal distorsi tersebut murni disebabkan oleh kegagalan filtrasi awan tipis pada lapisan pra-

pemrosesan. Oleh karena itu, pemahaman terhadap karakteristik False Positive dan False Negative ini krusial agar 

pengguna dapat mengantisipasi estimasi bias pada fase pertumbuhan padi. 

Guna melihat posisi dan kontribusi praktis dari model pemodelan ini di tengah metode yang sudah ada, dilakukan 

kajian komparatif berbasis literatur terhadap beberapa penelitian deteksi awan terdahulu di wilayah tropis. Perbandingan 

metrik performa secara tidak langsung tersebut dirangkum dalam Tabel 8. 

Tabel 8. Perbandingan Komparatif Berbasis Literatur 
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Dibandingkan metode deep learning yang lebih kompleks, penelitian ini menawarkan pendekatan yang sederhana 

dan ringan. Ma dkk. (2023) [62] dan Yin dkk. (2023) [63] mencapai performa sangat tinggi dengan arsitektur multiskala, 

attention mechanism, dan segmentasi spasial yang memerlukan dataset serta pra-pengolahan lebih kompleks, sedangkan 

model ini memakai MobileNetV2 dengan transfer learning dan mild augmentation tanpa konstruksi data multi-tahun 

maupun komputasi berat. Akurasi 71% tetap realistis mengingat resolusi 500 m pada MOD09GA yang rentan terhadap 

mixed pixels dan spectral confusion antara awan tipis dan objek berreflektansi tinggi. Kontribusi utama penelitian ini 

bukan akurasi tertinggi, melainkan bukti bahwa CNN ringan dapat berfungsi sebagai lapisan pra-pemrosesan otomatis 

untuk pemantauan produktivitas padi berbasis citra MODIS harian. 

4. KESIMPULAN 

Penelitian ini mengimplementasikan dan mengevaluasi MobileNetV2 berbasis transfer learning untuk klasifikasi biner 

tutupan awan pada citra MODIS MOD09GA sebagai tahap pra-pemrosesan pemantauan produktivitas padi di Provinsi 

Banten. Model mencapai akurasi global 71% dengan recall 85% untuk kelas Berawan dan 50% untuk kelas Cerah. Model 

cukup baik dalam mendeteksi awan, tetapi masih kesulitan membedakan awan tipis dari objek berreflektansi tinggi seperti 

lahan terbuka pasca-panen, yang dipengaruhi oleh ketidakseimbangan distribusi data, spectral confusion, dan mixed pixels 

pada resolusi 500 m. Dibandingkan penelitian terdahulu, MobileNetV2 menawarkan penyaringan citra MODIS harian 

yang ringan dan efisien tanpa data multi-tahun maupun arsitektur yang kompleks, meskipun performanya masih di bawah 

beberapa model segmentasi awan yang lebih canggih. Penelitian selanjutnya disarankan menggunakan penanganan 

ketidakseimbangan data seperti Focal Loss atau SMOTE, kombinasi multi-kanal spektral, perluasan cakupan data lintas 

tahun, serta validasi dengan sumber referensi independen yang lebih luas. 

5 PERNYATAAN PENULIS 

5.1 Kontribusi Penulis 

Konseptualisasi: I. H. I., T. S. , dan M.; 

Metodologi: I. H. I., T. S. , dan M.; 

Perangkat Lunak: I. H. I., T. S. , dan M.; 

Validasi: I. H. M.;  

Analisis Formal: I. H. I., T. S. , dan M.; 

Investigasi: I. H. M.; 

Peneliti dan 

Tahun 

Sumber Data Citra Arsitektur/ Metode 

Klasifikasi 

Akurasi Global Keterbatasan Utama/ 

Perbedaan Fokus 

Stillinger, dkk 

(2019) 

(MOD09GA 

cloud mask) [61] 

MODIS 

MOD09GA & 

MYD09GA cloud 

mask, area 

pegunungan 

bersalju menengah 

Mask awan operasional 

MOD09GA dievaluasi 

terhadap referensi 

manual & CFMask 

Precision 0,17, recall 

0,72 untuk cloud 

mask MOD09GA di 

atas salju 

OA 95,7% 

Menunjukkan banyak salah 

klasifikasi salju ↔ awan; 

menekankan kesulitan 

spektral snow–cloud 

Ma dkk (2023) 

(MFCD‑Net, 

cloud 

MODIS)[62]

  

MODIS TOA + 

MOD09A1 LSR 

bulanan, 500 m 

Multiscale CNN 

(MFCD‑Net) dengan 

ASPP + channel & 

spatial attention 

OA 96,55% untuk 

deteksi awan MODIS 

Membutuhkan konstruksi 

LSR multi‑tahun dan asumsi 

reflektansi permukaan relatif 

stabil selama beberapa tahun 

Yin dkk (2023) 

(Improved U‑Net, 

cloud GF‑2 & 

MODIS) [63] 

Citra GF‑2 dan 

MODIS (resolusi 

tinggi + MODIS) 

U‑Net yang 

ditingkatkan 

(superpixel, blur 

adaptif, backbone 

VGG16) 

Dice sampai 94,6%, 

IoU 89,8%, CPA 

94,2% untuk deteksi 

awan 

Dataset spesifik (GF‑2 + 

MODIS), tidak dibatasi pada 

produk MOD09GA; fokus 

desain segmentasi spasial 

resolusi tinggi 

Studi Ini (2026) MODIS 

MOD09GA 

MobileNetV2 + Mild 

Augmentation 

71,0% Menggunakan arsitektur 

ringan MobileNetV2 dengan 

kebutuhan komputasi 

rendah dan tanpa 

konstruksi Land Surface 

Reflectance multi-tahun. 

Model dirancang untuk 

mendukung penyaringan 

citra MODIS harian secara 

operasional pada wilayah 

pertanian tropis, meskipun 

menghasilkan akurasi yang 

lebih rendah dibandingkan 

model segmentasi awan 

yang lebih kompleks. 
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Penulisan, Peninjauan, dan Penyuntingan: I. H. I., T. S. , dan M.; 

Visualisasi: I. H. I.; 
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Seluruh penulis telah membaca dan menyetujui versi manuskrip yang telah diterbitkan. 

5.2 Ketersediaan Data 

Data yang disajikan dalam penelitian ini tersedia berdasarkan permintaan kepada penulis korespondensi. 

5.3 Pendanaan 

Penelitian ini tidak menerima pendanaan eksternal. 

5.4 Pernyataan Dewan Peninjau Institusional 

Tidak Berlaku (Not applicable) 

5.5 Pernyataan Persetujuan Berdasarkan Informasi 

Seluruh responden telah memberikan persetujuan berdasarkan informasi (informed consent) sebelum mengisi kuesioner 

penelitian. 

5.6 Pernyataan Konflik Kepentingan 

Para penulis menyatakan bahwa mereka tidak memiliki kepentingan keuangan yang bersaing atau hubungan pribadi 

yang diketahui yang dapat dianggap memengaruhi pekerjaan yang dilaporkan dalam artikel ini. 

5.7 Penggunaan AI Generatif dan Teknologi Berbantuan AI dalam Proses Penulisan 

Para penulis menggunakan AI Generatif untuk meningkatkan kejelasan penulisan dalam artikel ini. Para penulis telah 

meninjau dan menyunting konten yang dihasilkan dengan bantuan AI serta bertanggung jawab penuh atas versi akhir 

publikasi. 
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